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Driving Example

输入 输出建模 实现 运行

神经网络基础 深度学习

第二章将学习到搭建一个神经网络需要的基本知识，为深入理解深度学习打下基础
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提纲

 从机器学习到神经网络

 神经网络训练

 神经网络设计原则

 网络的拓扑结构

 激活函数

 损失函数

 过拟合与正则化

 交叉验证

 小结
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包含关系

 人工智能

 机器学习

 神经网络

 深度学习
1深度学习神经网络机器学习人工智能
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机器学习相关概念

训练数据

机器学习方法

新数据 模型函数 预测值

典型机器学习过程
• 机器学习是对能通过经验自动改进

的计算机算法的研究（Mitchell）

• 机器学习是用数据或以往的经验，

以 此 提 升 计 算 机 程 序 的 能 力

（Alpaydin）

• 机器学习是研究如何通过计算的手

段、利用经验来改善系统自身性能

的一门学科（周志华）
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符号说明

输入数据： 𝑥

真实值（实际值）：𝑦

计算值（模型输出值）：  𝑦

模型函数： 𝐻(𝑥)

激活函数： 𝐺(𝑥)

损失函数： 𝐿(𝑥)

标量：斜体小写字母 a、b、c

向量：黑斜体小写字母 a、b、c

矩阵：黑斜体大写字母A、B、C
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如何学习？如何理解？如何学会？

从最简单的线性回归模型开始，直

至搭建出一个完整的神经网络架构
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线性回归

什么是回归（regression）和线性回归？

为什么从线性回归开始？

问题引入：假设房屋销售中心有这样一组关于房屋面积和房屋位置与销售价格的数

据，用𝑥1表示房屋面积， 𝑥2表示房屋楼层，𝑦表示售价（万元）。

设计一个回归

程序进行预测
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房屋面积𝑥1 ，与售价𝑦的关系

𝑥1

𝑦

如果给出一个新的房屋面积，在销售记录中

没有的，如何确定在该面积下的房屋售价𝑦

的值呢?

如预测𝑥1 = 65时的售价？

解决办法->寻找𝑥1和𝑦的之间的关系，使用

已有记录数据进行训练

𝑥1

𝑦
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单变量线性回归模型（一元回归模型）

 线性回归可以找到一些点的集合背后的规律：一个点集可以用一条

直线来拟合，这条拟合出来的直线的参数特征，就是线性回归找到

的点集背后的规律。

𝑥：Feature；𝐻 𝑥 ：hypothesis

单变量线性模型

𝑥1

𝑦

𝐻𝑤 𝑥 = 𝑤0 + 𝑤𝑥
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多变量线性回归模型

假设影响售价y的特征不仅仅只有房屋面积𝑥1 ，还有楼层𝑥2 ，房屋朝向

𝑥3 ， 𝑥4 ，…， 𝑥n

单变量线性模型

多变量线性模型

2个特征

n个特征

𝐻𝑤 𝑥 = 𝑤0 + 𝑤𝑥

𝐻𝑤 𝑥 = 𝑤0 +𝑤1𝑥1 + 𝑤2𝑥2

𝐻𝑤 𝑥 =  

𝑖=0

𝑛

𝑤𝑖𝑥𝑖 =  𝒘𝑇𝒙，

 𝒘=[𝑤0; 𝑤1; …𝑤𝑛],

𝒙=[𝑥𝑜; 𝑥1; … 𝑥𝑛], 𝑥0= 1
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线性函数拟合得好不好？

𝜀满足N(0, 𝜎2)的高斯分布： 𝑝(𝜀) =
1

2𝜋𝜎
𝑒𝑥𝑝(−

(𝜀)2

2𝜎2)

𝑝(𝑦|𝒙;  𝒘) =
1

2𝜋𝜎
𝑒𝑥𝑝(−

(𝑦 −  𝒘𝑇𝒙)2

2𝜎2 )

𝐿( 𝒘) =
1

2
 

𝑗=1

𝑚

(𝐻𝑤 𝒙𝑗 − 𝒚𝑗)
2 =

1

2
 

𝑗=1

𝑚

( 𝒘𝑇𝒙 − 𝒚𝑗)
2

通过求最大似然函数，得到预测值与真实值之

间误差尽量小的目标函数

目标: 求出参数 𝒘，使得损失函数L( 𝒘)取值最小

损失函数

模型预测值  𝑦与真实值𝑦之间存在误差 𝜀 = 𝑦 −  𝑦 = 𝑦 −  𝒘𝑇𝒙
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寻找参数 𝒘->使得L( 𝒘) 最小

迭代法（梯度下降法）寻找参数

 初始先给定一个 𝒘，如𝟎向量或随机向量

 沿着梯度下降的方向进行迭代，使更新

后的𝐿( 𝒘)不断变小

 𝒘 =  𝒘− 𝜶
𝝏𝑳( 𝒘)

𝝏 𝒘

𝜶 称为学习率或步长

𝒘初始值

不断下降

迭代至找到使得𝐿( 𝒘)最小的 𝒘值停止，从而得

到回归模型参数
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GAN

人工智能 机器学习 深度学习

1950 1960 1970 1980 1990 2000 2010

计算变快数据变多

人工神经网络

引自Prof. Meina Kan, PHD Student Xin Liu and Shuzhe Wu14

Minsky等指出单层感知机不能解决XOR

问题
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生物神经元

15

生物学领域，一个生物神经元有多个树突（接受传入信息）；有一条轴突，

轴突尾端有许多轴突末梢（给其他多个神经元传递信息）。轴突末梢跟其它

生物神经元的树突产生连接的位置叫做“突触”。

多层感知机即为一种全连接的神经网络模型

上一个神经元 下一个神经元
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人工神经元

16

机器学习领域，人工神经元是一个包含输入，输出与计算功能的模型。不

严格地说，其输入可类比为生物神经元的树突，其输出可类比为神经元的

轴突，其计算可类比为细胞体。

Axon

Terminal Branches 

of Axon
Dendrites

S

x1

x2

w1

w2

wn

xn

x3 w3

生物神经元：人工神经元=老鼠：米老鼠
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感知机（Perceptron）模型

感知机模型𝐻 𝒙 = sign(𝒘𝑇𝒙 + 𝑏)对应一个超平面𝒘𝑇𝒙 + 𝑏 = 0，模型参数

是(𝒘, 𝑏)。感知机的目标是找到一个(𝒘, 𝑏)，将线性可分的数据集T中的所有

的样本点正确地分为两类。

𝑠𝑖𝑔𝑛 𝑥 =  
+1 𝑥 ≥ 0
−1 𝑥 < 0

𝐻 𝒙 = sign(𝒘𝑇𝒙 + 𝑏)

寻找损失函数，并

将损失函数最小化
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考虑一个训练数据集D = { 𝒙1, 𝑦1 , 𝒙2, 𝑦2 , … , (𝒙𝑚, 𝑦𝑚)}，其中， 𝒙𝑗 ∈

R𝑛, 𝑦𝑗 ∈ {+1, −1} 。如果存在某个超平面S: 𝒘𝑇𝒙 + 𝑏 = 0 ，能将正负样本

分到S两侧，则说明数据集可分，那么，如何求出这个超平面S的表达式？

 寻找损失函数

策略：假设误分类的点为数据集M，使用误分类点到超平面的总距离

来寻找损失函数（直观来看，总距离越小越好）

样本点𝒙𝑗到超平面S的距离： 𝑑 =
1

𝒘
|𝒘𝑇𝒙𝑗 + 𝑏| 𝒘 是𝒘的L2范数
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𝐿 𝒘, 𝑏 = −  

𝒙𝑗∈𝑀

𝑦𝑗(𝒘
𝑇𝒙𝑗 + 𝑏)

 寻找损失函数

去掉点 𝒙𝑗到超平面S的距离的绝对值符号：

𝑑 = −
1

𝒘
𝑦𝑗 𝒘𝑇𝒙𝑗 + 𝑏

数据集中误分类点满足条件：−𝑦𝑗 𝒘𝑇𝒙𝑗 + 𝑏 > 0

所有误分类点到超平面S的总距离为

𝑑 = −
1

𝒘
 

𝒙𝑗∈𝑀

𝑦𝑗(𝒘
𝑇𝒙𝑗 + 𝑏)

由此寻找到感知机的损失函数

20
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损失函数极小化的最优化问题可使用：随机梯度下降法

𝛻𝒘𝐿 𝒘, 𝑏 = −  

𝒙𝑗∈𝑀

𝑦𝑗𝒙𝑗

𝛻𝑏𝐿 𝒘, 𝑏 = −  

𝒙𝑗∈𝑀

𝑦𝑗 𝑏 ← 𝑏 + 𝛼𝑦𝑗

𝒘 ← 𝒘+ 𝛼𝑦𝑗𝒙𝑗

随机选取误分类点(𝑥𝑗 , 𝑦𝑗)

对𝒘, 𝑏以α为步长进行更

新，通过迭代可以使得

损失函数𝐿 𝒘, 𝑏 不断减

小，直到为0

𝑳 𝒘, 𝑏 → 𝟎

𝐿 𝒘, 𝑏 = −  

𝒙𝑗∈𝑀

𝑦𝑗(𝒘
𝑇𝒙𝑗 + 𝑏)
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两层神经网络-多层感知机

 将大量的神经元模型进行组合，用不同的方法进行连接并作用在不同的

激活函数上，就构成了人工神经网络模型。

 多层感知机一般指全连接的两层神经网络模型

输入

𝑾(1)
隐层

𝑾(2) 输出层𝑥1

𝑥2

𝑥3

ℎ1

ℎ2

 𝑦1

 𝑦2

𝒙

𝒉
 𝒚
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权值：𝑾(1) =

𝑤1,1
1 𝑤1,2

1

𝑤2,1
1 𝑤2,2

1

𝑤3,1
1 𝑤3,2

1

输入

𝑾(1)

输入样本：𝒙 = [𝑥1; 𝑥2; 𝑥3]

𝒙
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权重：𝑾(1) =

𝑤1,1
1

𝑤1,2
1

𝑤2,1
1

𝑤2,2
1

𝑤3,1
1

𝑤3,2
1

输入

𝑾(1)

𝒙

输入：𝒙 = [𝑥1; 𝑥2; 𝑥3]

隐层

𝒉 𝒉 = 𝐺(𝑾(1)𝑇𝒙)

激活函数
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输入

𝑾(1)

𝒙 权值： 𝑾 2 =
𝑤1,1

(2)
𝑤1,2

(2)

𝑤2,1
(2)

𝑤2,2
(2)

隐层

𝒉

𝑾(2)

输入： 𝒉 = 𝐺(𝑾(1)𝑇𝒙)

输出层

 𝒚

输出： 𝒚 = 𝐺(𝑾(2)𝑇𝒉)

激活函数
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偏置节点

输入
𝑾(1)

隐层

𝑾(2)

𝒉 = 𝐺(𝑾(1)𝑇𝒙 + 𝒃(1))

输出层

 𝒚 = 𝐺(𝑾(2)𝑇𝒉 + 𝒃(2))

在神经网络中，除了输出层以外，都会有一个偏置单元𝑏，与后一层的所有节点相连接。
𝑾称之为权重， 𝒃为偏置， (𝑾, 𝒃)合称为神经网络的参数

𝑤1,1
(1)

𝑤1,2
(1)

𝑤2,1
(1)

𝑤2,2
(1)

𝑤3,1
(1)

𝑤3,2
(1)

𝑤1,1
(2)

𝑤1,2
(2)

𝑤2,1
(2)

𝑤2,2
(2)

𝑥1

𝑥2

𝑥3

ℎ1

ℎ2

 𝑦1

 𝑦2

𝒃(1) 𝒃(2)

27
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浅层神经网络特点

需要数据量小、训练快，其局限性在于对复杂函数的表示能力

有限，针对复杂分类问题其泛化能力受到制约

Why Not Go Deeper? Kurt Hornik证明了理论上两层神经网络

足以拟合任意函数，过去也没有足够的数据和计算能力

29
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多层神经网络（深度学习）

2006年，Hinton在Science发表了论文（Reducing the dimensionality of

data with neural networks. Science, Vol. 313. no. 5786），给多层神经网络

相关的学习方法赋予了一个新名词--“深度学习”。他和LeCun以及Bengio三

人被称为深度学习三位开创者

Geoffery Hinton

30
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深度神经网络不断发展不仅依赖于自身的结构优势，也依赖于如下

一些外在因素

 Algorithm：算法日新月异，优化算法层出不穷（学习算法-

>BP 算法-> Pre-training，Dropout等方法）

 Big data：数据量不断增大（10-> 10 k ->100M）

 Computing：处理器计算能力的不算提升（晶体管->CPU -

>集群/GPU ->智能处理器）

深度神经网络的成功：ABC

31
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多层神经网络（深度学习）-层数不断增加

𝒉(1) = 𝐺(𝑾 1 𝑇
𝒙 + 𝒃(1))

 𝒚 = 𝐺(𝑾 3 𝑇
𝒉(2) + 𝒃(3))

𝒉(2) = 𝐺(𝑾 2 𝑇
𝒉(1) + 𝒃(2))推导公式

32

𝑾(1),𝒃(1)

𝒙 𝒉 1

𝑾(2),𝒃(2)

 𝒚𝒉 2
输入 隐层1

输出层隐层2

𝑾(3),𝒃(3)
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需 6+6+9+8=29个参数

𝑾(1),𝒃(1)

𝒙 𝒉 1

𝑾(2),𝒃(2)

 𝒚𝒉 2
输入 隐层1

输出层隐层2

𝑾(3),𝒃(3)

第一层参数

2x3+2

第二层参数

3x2+3

第三层参数

3x3+3

33
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 随着网络的层数增加，每一层对于前一层次的抽象表示更深入，

每一层神经元学习到的是前一层神经元更抽象的表示

“边缘”特征 “形状”特征 “图案”特征 “目标”特征

第一个隐层 第二个隐层 第三个隐层 第四个隐层

 通过抽取更抽象的特征来对事物进行区分，从而获得更好的区

分与分类能力

34
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从单层神经网络，到两层神经网络，再到多层神经网络，随着网络层数的

增加，以及激活函数的调整，神经网络拟合非线性分界不断增强。

35
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提纲

 从机器学习到神经网络

 神经网络训练

 神经网络设计原则

 网络的拓扑结构

 激活函数

 损失函数

 过拟合与正则化

 交叉验证

 小结
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神经网络的模型训练

𝑾(1), 𝒃(1)

𝒙

𝒉 1
𝑾(2),𝒃(2)

 𝒚
𝒉 2

𝑾(3),𝒃(3)

 模型训练的目的，就是调整参数

使得模型计算值 𝒚尽可能的与真实

值𝒚逼近
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神经网络训练

 正向传播（推断）是根据输入，经过权重、激活函数计算出隐层，将输

入的特征向量从低级特征逐步提取为抽象特征，直到得到最终输出结果

的过程。

 反向传播是根据正向传播的输出结果和期望值计算出损失函数，再通过链

式求导，最终从网络后端逐步修改权重使输出和期望值的差距变到最小的

过程。

𝑾(1)

𝑾(2)

𝒙

𝒉

 𝒚

L(𝒘)

反向更新权值

为便于记忆，将隐层用𝒉
表示，输出层用 𝒚表示

𝒚
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正向传播
(𝑾(1), 𝒃(1)) (𝑾(2), 𝒃(2))𝒙 𝒉  𝒚

𝑾(1) =

𝑤1,1
(1)

𝑤1,2
(1)

𝑤1,3
(1)

𝑤2,1
(1)

𝑤2,2
(1)

𝑤2,3
(1)

𝑤3,1
(1)

𝑤3,2
(1)

𝑤3,3
(1)

𝑾(2) =

𝑤1,1
2

𝑤1,2
2

𝑤2,1
2

𝑤2,2
2

𝑤3,1
2

𝑤3,2
2

𝒙 = 𝑥1; 𝑥2; 𝑥3 𝒉 = ℎ1; ℎ2; ℎ3

权重

输入 输入

权重

𝑤1,1
(1)

𝑤2,1
(1)

𝑤3,1
(1)

𝑤1,2
(1)

𝑤2,2
(1)

𝑤3,2
(1)

𝑤1,3
(1)

𝑤2,3
(1)

𝑤3,3
(1)

𝑤1,1
(2)

𝑤2,1
(2)

𝑤3,1
(2)

𝑤1,2
(2)

𝑤2,2
(2)

𝑤3,2
(2)

𝑥1

𝑥2

𝑥3

ℎ1

ℎ3

ℎ2
 𝑦1

 𝑦2
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 使用 sigmoid 函数作为激活函数

𝜎 𝑥 =
1

1 + 𝑒−𝑥

前向传输：输入到隐层

𝒗 = 𝑾 1 𝑇
𝒙

=

𝑤1,1
(1)

𝑤2,1
(1)

𝑤3,1
(1)

𝑤1,2
(1)

𝑤2,2
(1)

𝑤3,2
(1)

𝑤1,3
(1)

𝑤2,3
(1)

𝑤3,3
(1)

𝑥1
𝑥2
𝑥3

+𝒃(1)

𝒉 =
1

1+𝑒−𝒗

𝑤1,1
(1)

𝑤2,1
(1)

𝑤3,1
(1)

𝑤1,2
(1)

𝑤2,2
(1)

𝑤3,2
(1)

𝑤1,3
(1)

𝑤2,3
(1)

𝑤3,3
(1)

𝑤1,1
(2)

𝑤2,1
(2)

𝑤3,1
(2)

𝑤1,2
(2)

𝑤2,2
(2)

𝑤3,2
(2)

𝑥1

𝑥2

𝑥3

ℎ2

ℎ3

 𝑦1

 𝑦2
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 输入：包含神经元 𝑥1，𝑥2，𝑥3

 隐层：包含 ℎ1, ℎ2, ℎ3

 输出层：包含  𝑦1，  𝑦2

 输入和隐层之间

偏置：𝒃(1)

权重：𝑾(1)

 隐层和输出层之间

偏置：𝒃(2)

权重：𝑾(2)

输入 隐层 输出层

41

𝑤1,1
(1)

𝑤2,1
(1)

𝑤3,1
(1)

𝑤1,2
(1)

𝑤2,2
(1)

𝑤3,2
(1)

𝑤1,3
(1)

𝑤2,3
(1)

𝑤3,3
(1)

𝑤1,1
(2)

𝑤2,1
(2)

𝑤3,1
(2)

𝑤1,2
(2)

𝑤2,2
(2)

𝑤3,2
(2)

𝑥1

𝑥2

𝑥3

ℎ2

ℎ3

 𝑦1

 𝑦2

𝒃(1) 𝒃(2)

+1 +1
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示例

假定输入数据 𝑥1 = 0.02 、𝑥2 = 0.04 、𝑥3 = 0.01

固定偏置𝒃(1) = [0.4; 0.4; 0.4]、𝒃(2) = [0.7; 0.7]

期望输出𝑦1 = 0.9、𝑦2 = 0.5

未知权重

目的是为了能得到 𝑦1 = 0.9、𝑦2 = 0.5的期望的值，需计算

出合适的 𝑾(1)、𝑾(2) 的权重值

𝑾(1) =

𝑤1,1
(1)

𝑤1,2
(1)

𝑤1,3
(1)

𝑤2,1
(1)

𝑤2,2
(1)

𝑤2,3
(1)

𝑤3,1
(1)

𝑤3,2
(1)

𝑤3,3
(1)

, 𝑾(2) =

𝑤1,1
2

𝑤1,2
2

𝑤2,1
2

𝑤2,2
2

𝑤3,1
2

𝑤3,2
2
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𝑾(1) =

𝑤1,1
(1)

𝑤1,2
(1)

𝑤1,3
(1)

𝑤2,1
(1)

𝑤2,2
(1)

𝑤2,3
(1)

𝑤3,1
(1)

𝑤3,2
(1)

𝑤3,3
(1)

=
0.25 0.15 0.30
0.25 0.20 0.35
0.10 0.25 0.15

 初始化权重值

𝑾(2) =

𝑤1,1
2

𝑤1,2
2

𝑤2,1
2

𝑤2,2
2

𝑤3,1
2

𝑤3,2
2

=
0.40 0.25
0.35 0.30
0.01 0.35
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 输入到隐层计算

𝒗=

𝑣1
𝑣2
𝑣3

= 𝑾 1 𝑇
𝒙 + 𝒃(1) =

0.25 0.25 0.10
0.15 0.20 0.25
0.30 0.35 0.15

0.02
0.04
0.01

+
0.4
0.4
0.4

=
0.416
0.4135
0.4215

𝒉 =

ℎ1
ℎ2
ℎ3

=
1

1 + 𝑒−𝒗
=

1

1 + 𝑒−0.416

1

1 + 𝑒−0.4135

1

1 + 𝑒−0.4215

=
0.6025
0.6019
0.6038
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 隐层到输出层计算

𝒛 =
𝑧1
𝑧2

= 𝑾 2 𝑇
𝒉 + 𝒃(2) =

0.40 0.35 0.01
0.25 0.30 0.35

0.6025
0.6019
0.6038

+
0.7
0.7

=
1.1577
1.2425

 𝒚 =
 𝑦1
 𝑦2

=
1

1 + 𝑒−𝒛
=

1

1 + 𝑒−1.1577

1

1 + 𝑒−1.2425

=
0.7609
0.7760

距离期望输出 𝑦1 = 0.9、

𝑦2 = 0.5 还有差距，通过反向传

播修改权重
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 𝑦1
 𝑦2

=
0.7609
0.7760

计算值与真实值之间还有很大的差距，如何缩小计算值

与真实值之间的误差？

通过反向传播进行反馈，调节权重值

 计算误差

𝐿(𝑾) = 𝐿1 + 𝐿2==
1

2
（𝑦1 −  𝑦1）2

+
1

2
（𝑦2 −  𝑦2）2

=
1

2
（0.7609 − 0.9）2

+
1

2
（0.7760 − 0.5）2

= 0.0478

𝑦1 = 0.9

𝑦2 = 0.5

模型计算输出 期望输出
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反向传播

𝑤1,1
(2)

𝑤2,1
(2)

𝑤3,1
(2)

𝑧1

 𝑦1

 隐层到输出层的权值𝑾(2)的更新

+1

 以 𝑤2,1
(2)

(记为 𝜔) 参数为例子，计算 𝜔 对

整体误差的影响有多大，可以使用整体误

差对 𝜔 参数求偏导

ℎ1

ℎ2

ℎ3

47
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1

2
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2
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 根据偏导数的链式法则推导

𝜕𝐿(𝑾)

𝜕𝜔
=

𝜕𝐿(𝑾)

𝜕  𝑦1

𝜕  𝑦1
𝜕𝑧1

𝜕𝑧1
𝜕𝜔

𝐿(𝑾) =
1

2
（𝑦1 −  𝑦1）2

+
1

2
（𝑦2 −  𝑦2）2

𝜕𝐿(𝑾)

𝜕  𝑦1
= − 𝑦1 −  𝑦1 = − 0.9 − 0.7609 = −0.1391

𝜕  𝑦1
𝜕𝑧1

=  𝑦1 1 −  𝑦1 = 0.7609 ∗ 1 − 0.7609 = 0.1819

 𝑦1 =
1

1 + 𝑒−𝑧1

48



陈云霁 & 李玲 & 李威 et al. 2020年春季http://novel.ict.ac.cn/aics

𝜕𝐿(𝑾)

𝜕𝜔
=

𝜕𝐿(𝑾)

𝜕  𝑦1

𝜕  𝑦1
𝜕𝑧1

𝜕𝑧1
𝜕𝜔

𝜕𝑧1
𝜕𝜔

= ℎ2 = 0.6019

𝑧1 = 𝑤1,1
(2)

× ℎ1 + 𝜔 × ℎ2 + 𝑤3,1
(2)

× ℎ3 + 𝑏1
(2)

𝜕𝐿(𝑾)

𝜕𝜔
= − 𝑦1 −  𝑦1 ×  𝑦1 1 −  𝑦1 × ℎ2

= −0.1391 × 0.1819 × 0.6019 = −0.0152

49
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 更新𝑤2,1
(2)

（记为𝜔）的权重

𝜔 = 𝜔 − 𝛼 ×
𝜕𝐿 𝑾

𝜕𝜔
= 0.35 − (−0.0152) = 0.3652

𝑾(2) =

𝑤1,1
2

𝑤1,2
2

𝑤2,1
2

𝑤2,2
2

𝑤3,1
2

𝑤3,2
2

=
0.40 0.25
0.35 0.30
0.01 0.35

初始值

𝜕𝐿(𝑾)

𝜕𝜔
= −0.0152

同理，可以计算新的𝑾(2)的其他元素的权重值
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反向传播的作用是将神经网络的输出误差反向

传播到神经网络的输入端，并以此来更新神经

网络中各个连接的权重

当第一次反向传播法完成后，网络的模型参数

得到更新，网络进行下一轮的正向传播过程，

如此反复的迭代进行训练，从而不断缩小计算

值与真实值之间的误差。
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提纲

 从机器学习到神经网络

 神经网络训练

 神经网络设计原则

 网络的拓扑结构

 激活函数

 损失函数

 过拟合与正则化

 交叉验证

 小结
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训练完了结果就是不准，怎么办？

神经网络的模型训练

调整网络拓扑结构

选择合适的激活函数

选择合适的损失函数
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神经网络的拓扑调节

输入：神经元个数=特征维度

输出层：神经元个数=分类类别数

隐层：

• 隐层的数量？

• 隐层神经元的个数？

神经网络的结构一般为：输入×隐层×输出层

给定训练样本后，输入和

输出层节点数便已确定

54



陈云霁 & 李玲 & 李威 et al. 2020年春季http://novel.ict.ac.cn/aics

 隐层的设计：

 隐层节点的作用是提取输入特征中的隐藏规律，每个节

点都赋予一定权重

 隐层节点数太少，则网络从样本中获取信息的能力就越

差，无法反映数据集的规律；隐层节点数太多，则网络

的拟合能力过强，可能拟合数据集中的噪声部分，导致

模型泛化能力变差。
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选择合适的激活函数

 在神经元中，输入的数据通过加权求和后，还被作用了一个函数𝐺，这个函
数𝐺就是激活函数（Activation Function）。

 可微性： 当优化方法是基于梯度的时候，这个性质是必须的。

 输出值的范围： 当激活函数输出值是有限的时候，基于梯度的优化方法会更加稳定，

因为特征的表示受有限权值的影响更显著；当激活函数的输出是无限的时候，模型的

训练会更加高效，不过在这种情况小，一般需要更小的学习率。

 激活函数需具备的性质

 激活函数给神经元引入了非线性因素，使得神经网络可以任意逼近任何非线
性函数，因此神经网络可以应用到众多的非线性模型中

𝐺
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sigmoid函数

𝜎 𝑥 =
1

1 + 𝑒−𝑥

 非0均值的输出，导致w计算的梯

度始终都是正的

 计算机进行指数运算速度慢

 饱和性问题及梯度消失现象

 Sigmoid 是最常见的非线性激活函数

 能够把输入的连续实值变换为0和1之

间的输出；如果是非常大的负数，那

么输出就变为0；如果是非常大的正

数，输出就变为1。

数学表达式 几何图像
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tanh函数

 与sigmoid相比，tanh是0均值的

tanh(𝑥) =
sinh(𝑥)

cosh 𝑥
=

𝑒𝑥 − 𝑒−𝑥

𝑒𝑥 +𝑒−𝑥

tanh(𝑥) = 2𝑠𝑖𝑔𝑚𝑜𝑖𝑑 2𝑥 − 1

 在输入很大或是很小的时候，输出几乎

平滑，梯度很小，不利于权重更新

Sigmoid函数

存在神经元会

产生非0均值

的输出的问题

寻找解
决办法
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ReLU函数
𝑓 𝑥 = max(0, 𝑥)

 ReLU 能够在x>0时保持梯度不衰减，从而缓解

梯度消失问题

 ReLU死掉。如果学习率很大，反向传播后的参

数可能为负数，导致下一轮正向传播的输入为

负数。当输入是负数的时候，ReLU是完全不被

激活的，这就表明一旦输入到了负数，ReLU就

会死掉

 输出范围是无限的

tanh 函数虽然

解决了 sigmoid

函数存在非0均

值输出的问题，

但仍然没改变

梯度消失问题

寻找解
决办法
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PReLU/Leaky ReLU 函数

𝑓 𝑥 = max(𝛼𝑥, 𝑥)，𝛼 ∈ (0,1)

𝑓 𝑥

 负数区域内，Leaky ReLU有一个很

小的斜率，可以避免ReLU死掉的

问题

出现了ReLU的改进版本：

Leaky ReLU

ReLU 在 x<0 时，

ReLU完全不被激活

改进

PReLU定义类似

 𝛼为可调参数，每个通道有一个𝛼，反

向传播训练得到
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ELU函数(Exponential Linear Unit)

f 𝑥 =  
𝑥 , 𝑥 > 0

𝛼 𝑒𝑥 − 1 , 𝑥 ≤ 0

 α是可调参数，控制着ELU在负值区间

的饱和位置

 ELU的输出均值接近于零，所以收敛速

度更快

 右侧线性部分使得ELU能够缓解梯度消

失，而左侧软饱能够让ELU对输入变化

或噪声更鲁棒，避免神经元死掉

融合sigmoid和ReLU ELU:
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选择恰当的损失函数

损失函数 𝐿 = 𝑓( 𝑦, 𝑦)，  𝑦是模型预测值，是神经网络

模型参数 𝑊的函数，记作  𝑦 = 𝐻𝑤(𝑥)

从𝒘角度看，损失函数可以记为 𝐿 𝒘 = 𝑓(𝐻𝑤 𝑥 , 𝑦)
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常用损失函数

 均方差损失函数是神经网络优化常用的损失函数

𝐿 =
1

2
(𝑦 −  𝑦)2

假设使用sigmoid函数作为激活函数，则  𝑦 = 𝜎 𝑧 ，其中𝑧 = 𝑤𝑥 + 𝑏，

𝜕𝐿

𝜕𝑤
= 𝑦 −  𝑦 𝜎′ 𝑧 𝑥

𝜕𝐿

𝜕𝑏
= (𝑦 −  𝑦)𝜎′(𝑧)

所求的与
𝜕𝐿

𝜕𝑤
和

𝜕𝐿

𝜕𝑏
梯度中都含有𝜎′(𝑧)，当神经元输出接近1时，梯度将趋于0，

出现梯度消失，导致神经网络反向传播时参数更新缓慢，学习效率下降。

均方差损失函数

以一个神经元的均方差损失函数为例

𝜎′ 𝑧 = 1 − 𝜎 𝑧 ∙ 𝜎(𝑧)
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引入交叉熵损失函数

交叉熵损失+Sigmoid激活函数可以解决输出

层神经元学习率缓慢的问题。

均方差损失函数+Sigmoid激活函数出现问题—>如何解决？
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 交叉熵损失函数能够有效克服使用sigmoid函数时，均方差损失函数

出现的参数更新慢的问题

交叉熵损失函数：

 以二分类为例，交叉熵损失函数为：

𝐿 = −
1

𝑚
 

𝒙∈𝐷

 

𝑖

𝑦𝑖 ln  𝑦𝑖

其中， 𝑚 为训练样本的总数量，𝑖为分类类别

交叉熵损失函数

𝐿 = −
1

𝑚
 

𝒙∈𝐷

(𝑦 ln  𝑦 + (1 − 𝑦) ln 1 −  𝑦 )
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 以二分类为例，则使用Sigmoid激活函数时的交叉熵损失函数为：

𝐿 = −
1

𝑚
 

𝒙∈𝐷

(𝑦 ln  𝑦 + (1 − 𝑦) ln 1 −  𝑦 )

 𝑦 = 𝜎 𝑧 =
1

1 + 𝑒−𝑧
=

1

1 + 𝑒−(𝒘
𝑇𝒙+𝑏)

𝜎′ 𝑧 = 1 − 𝜎 𝑧 ∙ 𝜎(𝑧)

同理得：

𝜕𝐿

𝜕𝒘
= −

1

𝑚
 

𝒙∈𝐷

𝑦

𝜎 𝑧
−

1 − 𝑦

1 − 𝜎 𝑧
∙
𝜕𝜎 𝑧

𝜕𝒘
= −

1

𝑚
 

𝒙∈𝐷

𝑦

𝜎 𝑧
−

1 − 𝑦

1 − 𝜎 𝑧
∙ 𝜎′ 𝑧 ∙ 𝒙 =

1

𝑚
 

𝒙∈𝐷

𝜎′ 𝑧 ∙ 𝒙

𝜎 𝑧 (1 − 𝜎 𝑧 )
∙ (𝜎 𝑧 − 𝑦)

𝜕𝐿

𝜕𝒘
= −

1

𝑚
 

𝒙∈𝐷

(𝜎 𝑧 − 𝑦) ∙ 𝒙

𝜕𝐿

𝜕𝑏
= −

1

𝑚
 

𝒙∈𝐷

(𝜎 𝑧 − 𝑦)

sigmoid的导数被约掉
，这样最后一层的梯度
中就没有𝜎′ 𝑧
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神经网络中损失函数的特性

 同一个算法的损失函数不是唯一的

 损失函数是参数(w,b)的函数

 损失函数可以评价网络模型的好坏，损失函数越小说明模型和参

数越符合训练样本(x, y)

 损失函数是一个标量

 选择损失函数时，挑选对参数(w,b)可微的函数（全微分存在，偏

导数一定存在）

 损失函数又称为代价函数、目标函数
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提纲

 从机器学习到神经网络

 神经网络训练

 神经网络设计原则

 网络的拓扑结构

 激活函数

 损失函数

 过拟合与正则化

 交叉验证

 小结
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欠拟合和过拟合

x1

y

x1

y

x1

y

欠拟合 合适拟合

过拟合

欠拟合：训练考虑的维度太少，拟合函

数无法满足训练集，误差较大。

过拟合，训练考虑的维度太多，使得拟

合的函数很完美的接近训练数据集，但

泛化能力差，对新数据预测能力不足。
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神经网络存在的问题及解决办法

神经网络规模不断加大，可能会导致一个

致命问题：

过拟合，泛化能力差

正则化
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定义

 机器学习不仅要求数据在训练集上求得一个较小的误差，在测试集

上也要表现好。因为模型最终是要部署到没有见过训练数据的真实

场景。提升模型在测试集上的预测效果叫做泛化。

 神经网络的层数增加，参数也跟着增加，表示能力大幅度增强，极

容易出现过拟合现象。

 参数范数惩罚、稀疏化、Bagging集成、Dropout、提前终止、数

据集扩增等正则化方法可以有效抑制过拟合

 过拟合（overfitting）指模型过度接近训练的数据，模型的泛化能

力不足。具体表现为在训练数据集上测试的误差很低，但在验证数

据集上的误差很大。
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正则化思路

拟合函数 𝑤0 + 𝑤1𝑥 + 𝑤2𝑥
2

𝑤0 + 𝑤1𝑥 + 𝑤2𝑥
2 + 𝑤3𝑥

3 + 𝑤4𝑥
4

加上惩罚项使 𝑤3、𝑤4足够小𝐿 𝒘 =
1

2𝑚
 

𝒊=𝟏

𝒎

||𝒚𝑖 −  𝒚𝑖||
𝟐

目标函数
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𝐿 𝒘 =
1

2𝑚
 

𝑖=1

𝑚

||𝒚𝑖 −  𝒚𝑖||
𝟐

min
𝒘

1

2𝑚
 

𝑖=1

𝑚

||𝒚𝑖 −  𝒚𝑖||
𝟐 + 1000 𝑤3

2 + 1000 𝑤4
2

C1、C2可取常数，如取1000

min
𝒘

1

2𝑚
 

𝑖=1

𝑚

||𝒚𝑖 −  𝒚𝑖||
𝟐 + 𝐶1∗ 𝑤3

2 + 𝐶2∗ 𝑤4
2

要使目标函数最小，则应有𝑤3 ≈ 0、𝑤4 ≈ 0

𝑤0 + 𝑤1𝑥 + 𝑤2𝑥
2 + 𝑤3𝑥

3 + 𝑤4𝑥
4
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min
𝒘

1

2𝑚
 

𝑖=1

𝑚

||𝒚𝑖 −  𝒚𝑖||
𝟐 + 𝜃 

𝑗=1

𝑘

𝑤𝑗
2

𝜃 为正则化参数，神经网络中的参数包括权重𝒘 和偏置 b，正则化过程仅对权重
w 进行惩罚，正则化项记为

在损失函数中增加一个惩罚项，惩罚高阶参数，使其趋近于0

正则化项/惩罚项

Ω(𝒘)
正则化后的损失函数记为

 𝐿 𝒘;𝑿, 𝒚 = 𝑳 𝒘;𝑿, 𝒚 + 𝜃Ω(𝒘)

min
𝒘

1

2𝑚
 

𝑖=1

𝑚

||𝒚𝑖 −  𝒚𝑖||
𝟐 + 𝐶1∗ 𝑤3

2 + 𝐶2∗ 𝑤4
2
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𝐿2正则化

Ω 𝒘 =
1

2
𝒘 𝟐

𝟐

 𝐿 𝒘;𝑿, 𝒚 = 𝐿 𝒘;𝑿, 𝒚 +
𝜃

2
| 𝒘 |𝟐

𝐿2正则化项

目标函数

𝐿2 正则化如何避免overfitting？

𝛁𝒘  𝐿 𝒘;𝑿, 𝒚 = 𝛁𝒘𝐿 𝒘;𝑿, 𝒚 + 𝜃𝒘

单步梯度更新权重 𝒘 ← 𝒘− 𝜂(𝛁𝒘𝐿 𝒘;𝑿, 𝒚 + 𝜃𝒘)

𝒘 ← (𝟏 − 𝜂𝜃)𝒘 − 𝜂𝛁𝒘𝐿 𝒘;𝑿, 𝒚

通过𝐿2正则化后，w权重

值变小，网络的复杂度降

低，对数据拟合的也更好。
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𝐿1正则化

𝛀 𝒘 = 𝒘 𝟏 =  

𝒊

𝑤𝑖

 𝐿 𝒘;𝑿, 𝒚 = 𝐿 𝒘;𝑿, 𝒚 + 𝜃 𝒘 𝟏

𝐿1正则化项是各个参数的绝对值之和

目标函数

𝛁𝒘  𝐿 𝒘;𝑿, 𝒚 = 𝛁𝒘𝐿 𝒘;𝑿, 𝒚 + 𝜃𝑠𝑖𝑔𝑛(𝒘)

𝐿1正则化添加了一项

符号函数𝑠𝑖𝑔𝑛(𝒘)来

影响梯度

𝐿1正则化通过加入一个符号函数，使得当𝑤𝑖为正时，更新后的𝑤𝑖变小，当

𝑤𝑖为负时，更新后的𝑤𝑖变大，因此正则化后的效果就是让𝑤𝑖接近0，这样

网络中的权重就会接近0，从而也就减小了网络复杂度，防止了过拟合。
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Bagging集成方法

 Bagging 训练不同的模型来共同决策测试样列的输出，不同的模型即使

在同一个训练数据集上也会产生不同的误差。

 Bagging可以多次重复使用同一个模型、训练算法和目标函数进行训练。

 Bagging的数据集从原始数据集中重复采样获取，数据集大小与原始数

据集保持一致。
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假设集成k=3个网络模型

1 2 3原始数据集

1 2采样数据集1

2采样数据集2

1

2 33

21

采样数据集3

模型1

模型2

模型3

“Cat”

“Cat”

“Dog”

“Cat”
取平均

 模型平均是减小泛化误差的一种可靠方法
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Dropout 正则化

 𝐿2 和 𝐿1正则化是通过在目标函数中增加一项惩罚项，Dropout正则化是

通过在训练时暂时修改神经网络来实现的。

 Dropout正则化思路：在训练过程中随机地“删除”一些隐层单元，在计

算时无视这些连接。
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乘零的Dropout 算法

基础网络

子网络集成

从基础网络中丢

弃不同的单元子

集形成子网络
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基础网络

 随机对掩码𝜇进行采样，输入单元的采样概率为0.8，隐藏单元的采

样概率为0.5 。网络中的每个单元乘以相应的掩码后沿着网络的其余

部分继续向前传播
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 提前终止

强迫两个模型（监督模式下的训练模型和无监督模式下的训练模型）的某些参数相

等，使其共享唯一的一组参数。

 多任务学习

 数据集增强

 参数共享

 稀疏表示

惩罚神经网络中的激活单元，稀疏化激活单元。

使用更多的数据进行训练，可对原数据集进行变换形成新数据集添加到训练数据中。

多任务学习通过合并多个任务的样例来减少神经网络的泛化误差。

当训练较大的网络模型时，能够观察到训练误差会随着时间的推移降低但验证集的误

差会再次上升。因此，在训练过程中返回验证误差达最低的参数设置，就可以获得验

证集误差更低的模型，这种策略称之为提前终止。

其他正则化方法
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提纲

 从机器学习到神经网络

 神经网络训练

 神经网络设计原则

 网络的拓扑结构

 激活函数

 损失函数

 过拟合与正则化

 交叉验证

 小结
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交叉验证

 交叉验证的方式给每个样本作为测试集和训练集的机会，充分利用

样本信息，保证了鲁棒性，防止过度拟合。

 选择多种模型进行训练时，使用交叉验证能够评判各模型的鲁棒性。
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最简单的验证方式

缺点：最终模型与参数的选取将极大程度依赖于你对训练集和测试集的划分方法

只有部分数据参与了模型的训练

数据集S

S1测试集 S2训练集

将数据集S分成两部分S1，和S2

第1种划分

第2种划分

第3种划分

 不同划分方式下，得到的MSE(Mean Squared Error)变动较大

测试集和训练集
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Leave-one-out cross-validation验证方法

1  2  3                                                                                                      

1  2  3                                                                                                   1

1  2  3                                                                                                      2

1  2  3                                                                                                      3

1  2  3                                                                                                      n
…

数据集S包
含n个数据

每次取出一个数据作为测试集的唯一元素，而其他n-1个数据都作为训练集用于训练模型和

调参。最终训练出n个模型，得到n个MSE。将这n个MSE取平均得到最终的test MSE。

缺点：计算量过大，耗费时间长
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K-折交叉验证（k-fold cross validation）

优点：所有的样本都被作为了训练集和测试集，每个样本都被验证一次，
相比Leave-one-out cross-validation，计算成本降低，耗时减少

1  2  3                                                        

数据集S包
含n个数据

分成K=5份

将数据集K份

1 2 KK-1…

不重复地每次取其中一份做测试集，用其他K-1份做训练集训练模型，之后计
算该模型在测试集上的𝑀𝑆E𝑖，最后再将K次的𝑀𝑆E𝑖取平均得到最后的MSE

Leave-one-out cross-validation是一种特殊的K-fold Cross Validation（K=n）

MSE =
1

𝐾
 

𝑖=1

𝐾

𝑀𝑆𝐸𝑖
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小结

 从机器学习到神经网络

掌握单变量线性回归、多变量线性回归、感知机、神经元、激活函

数、偏置等的概念和相关用法

 正向传播、反向传播

了解数据正向传播和反向传播的过程。

 激活函数

了解常用激活函数的优缺点

 损失函数

了解损失函数的作用和种类、掌握至少一种验证方式。

 过拟合与正则化

了解过拟合出现的原因并掌握防止过拟合的正则化方法

 交叉验证

掌握至少一种交叉验证的原理和方法
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